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Abstract 
Limited groundwater resources and their overuse have become fundamental challenges for sustainable 
development worldwide. In this study, a combination of step-by-step weighted evaluation ratio analysis 
(SWARA), deep learning method of convolutional neural network (CNN), whale optimization (WOA) 
and bee colony algorithms (ABC) be applied, which approach provides an innovative method to produce 
the groundwater spring potential in Kermanshah province. In the first stage, a map containing 301 spring 
locations with a flow rate of more than 30 cubic meters per second and 304 points without springs was 
prepared. Thirteen parameters were created as independent variables. The SWARA method was used to 
determine the weight of the criteria, decision-making indicators and determine the relationship between the 
spring creation potential and the selected factors. Then, CNN-WOA hybrid model be applied to prepare the 
groundwater spring potential, and then it will be evaluated from the performance characteristic curve (ROC) 
and some other statistical evaluations. The validation of the training dataset illustrated that the success rate 
for SWARA-CNN-WOA, SWARA-CNN-ABC models is 86%, 91%, respectively. The results showed that 
the SWARA-CNN-ABC model performed better than other models with a small difference. In addition, the 
prediction rate evaluation revealed that the values under the ROC curve for SWARA-CNN-ABC, SWARA- 
CNN-WOA models are 87%, 88%, respectively. Based on the results, despite the excellent performance of all 
models, the SWARA-CNN-ABC model has made more accurate predictions. The hybrid models presented in 
this study can be used as an efficient and effective methodology to improve groundwater potential. 
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 چکیده
  مطالعۀ است. در    پایدار در سراسر جهان تبدیل شده   توسعۀ هاي اساسی براي  ها به چالش زیاد از آن   ة محدود و استفاد   زیرزمینی  آب منابع  

)،  CNNعصبی کانولوشن (   شبکۀ )، روش یادگیري عمیق  SWARAگام اوزان ( به   حاضر از روش تجزیه و تحلیل نسبت ارزیابی گام 
هاي ترکیبی به ارائۀ نقشۀ    با رویکرد نوآورانۀ روش ) استفاده شد و  ABCهاي کلونی زنبور عسل ( ) و الگوریتم WOAسازي نهنگ ( بهینه 

متر    30مکان چشمه با دبی بالاي    301قشه شامل  پتانسیل چشمه هاي آب زیرزمینی استان کرمانشاه پرداخت. در مرحلۀ اول، یک ن 
براي تعیین وزن معیارها، تعیین ارتباط بین پتانسیل ایجاد    . مکعب بر ثانیه و در ادامه سیزده پارامتر به عنوان متغیرهاي مستقل ایجاد شدند 

هاي آب زیرزمینی از    پتانسیل چشمه مورد استفاده قرار گرفت. سپس براي تهیۀ نقشۀ   SWARAشدة روش   چشمه و عوامل انتخاب 
نتایج حاصل از    ها استفاده شد.   براي ارزیابی مدل )  ROCعملکرد ( . در انتها از منحنی مشخصۀ  استفاده شد   WOA-CNN  مدل ترکیبی 

درصد    91 و   86به ترتیب    ABC-CNN-SWARA  ،  WOA-CNN-SWARAهاي  آموزش براي مدل  دادة اعتبارسنجی مجموعه  
ارزیابی نرخ  به علاوه،  دیگر داشت.    عملکرد بهتري نسبت به مدل   ABC-CNN-SWARA. نتایج نشان داد با اختلاف کم، مدل  است 
به ترتیب    ABC-CNN-SWARA، WOA-CNN-SWARA هاي براي مدل   ROCبینی مشخص کرد که مقادیر زیرمنحنی    پیش 

  بینی دقیق   پیش   ABC-CNN-SWARAاما مدل    ،داشتند بر اساس نتایج حاصل، هر دو مدل عملکرد مطلوبی  است.  درصد    88  و   87
  کارآمد و مؤثر براي بهبود پتانسیل   روش   به عنوان یک   توانند   ی پژوهش حاضر م   در   هاي ترکیبی ارائه شده   تري را انجام داده است. مدل 

 .زیرزمینی مورد استفاده قرار گیرند   آب   یابی 

 کلیدواژگان 
 CNN ،WOA  ،ABC،︎︐︀﹡︧﹫﹏ آب ز﹬︣ز﹝﹫﹠﹩
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مقدمه
آب برای بقا و معیشت همۀ موجودات زندۀ روی کرۀ زمین ضروری است. آب‏های زیرزمینی کارآمدترین و پایدارترین 
منبع آبی هستند که تحت تأثیر نوسانات اقلیمی یک منطقۀ خاص قرار نمی‏گیرند )1(. به دلیل اهمیت زیاد آب‏های 
زیرزمینی، پایش و ارزیابی منظم کمیت و کیفیت آن ضرورت بالایی به‏ویژه در مناطق خشک و نیمه‏خشک دارد )2(. 
بررسی کیفیت آب‌های زیرزمینی به منظور جلوگیری از تنش آبی طی سال‌های آینده و مدیریت صحیح آن اهمیت 
مسئله را دو چندان می‌کند )3(. به دلیل رشد جمعیت و رشد اقتصادی، پیش‏بینی می‏شود که تقاضا برای آب‏های 

زیرزمینی در آینده افزایش پیدا کند )4(. 
سهم ایران از منابع آب شیرین جهان نسبت به مناطق دیگر در سطوح پایین‏تری قرار دارد. در سال‏های اخیر 
میانگین بارندگی ایران به صورت تقریبی 6 درصد کمتر از میانگین بلند‌مدت است. روند نزولی سطح ایستابی منابع 
آب زیرزمینی تشدید شده و آب زیرزمینی کاهش پیدا کرده است )5(. طبق برآورد‌های انجام‌شده، آب‌های زیرزمینی 
حدود 65 درصد از آب‌های مصرفی را شامل می‌شود )6(. بهره‌برداری بی‌رویه از آب‌های زیرزمینی طی سال‌های اخیر 
موجب به هم زدن تعادل و افت سطح آب‌های زیرمینی در بسیاری از آبخوان‌های کشور شده است )7(. از سوی 
، کشور ایران به دلیل قرارگیری در کمربند خشک و نیمه‏خشک جهان در ردیف کشورهایی قرار می‏گیرد که با  دیگر
محدودیت منابع آبی مواجه هستند و بررسی آب زیرزمینی در نواحی خشک و نیمه‌خشک به عنوان منابع آبی بیشتر 
کی از آن است که روند بلندمدت  حائز اهمیت است )8(. بررسی وضعیت بارش در ایران در پنجاه سال گذشته حا
بارندگی نزولی بوده و حجم بارندگی در سال‌های اخیر نسبت به گذشته کاهش یافته است. کشاورزی از حیاتی‏ترین 
گاهی از وضعیت منابع آب زیرزمینی و پتانسیل آن به‏ویژه در مناطق  بخش‏های اقتصادی در ایران است و از این‏رو، آ

کم‏آب می‏تواند برای غلبه بر این بحران مفید باشد )9(.
پتانسیل آب زیرزمینی احتمال وقوع یا وجود آب زیرزمینی در یک منطقه است )10(. با این‏حال، آب زیرزمینی 
یک منبع نامحدود نیست و از کارآمدترین روش‌ها برای حفاظت و مدیریت آب‌های زیرزمینی شناسایی پهنه‏بندی 

پتانسیل آب زیرزمینی است )10(.
روش‏های متعددی برای پهنه‏بندی پتانسیل آب‏های زیرزمینی و بهره‏برداری از آن‌ها وجود دارد. در سال‏های 
، تکنولوژی GIS و سنجش از دور به دلیل تواناییشان در مدیریت حجم عظیم داده‏های مکانی به ابزارهای  اخیر
مؤثری برای نقشه‏برداری پتانسیل آب‏های زیرزمینی تبدیل شده‏اند )10(. با پیشرفت علم و تکنولوژی انواع مدل‏های 
احتمالی برای تهیۀ نقشۀ پتانسیل‌یابی آب‌های زیر‌زمینی، مثل نسبت فراوانی، تصمیم‏گیری چند‌معیاره، رگرسیون 
، روش‌های پرکاربرد اخیر مانند  لجستیک، یادگیری ماشین و... به کمک کارشناسان آمده است. از سوی دیگر
 Frequency Ratio، Logistic ،نقشه‏برداری پتانسیل آب زیرزمینی با استفاده از مدل‏های دو‌متغیره یا نظر خبرگان
Regression و Shannon Entropy، با وجود اینکه تفسیر آسانی دارند، اما به دلیل ساختار ساده‏شان، از قدرت 
پیش‏بینی قابل اعتمادی برخوردار نیستند )11(. همراه با افزایش تعداد و پیچیدگی داده‏ها در GIS، یک مدل قابل 
اعتماد برای کمک به حل این مشکلات مورد نیاز است. لذا در این مطالعه که با هدف پتانسیل‏یابی چشمه‏های آب 
 SWARA زیرزمینی در استان کرمانشاه انجام شده است، برای بهبود دقت و رفع ضعف‌های تحقیقات پیشین، از

برای وزن‏دهی لایه‏ها استفاده شد تا نوعی هماهنگی و همسانی در نظرات خبرگان ایجاد شود. 
یادگیری ماشین روشی است که در آن اعتبارسنجی مدل و تفسیر نتایج پژوهش، از طریق علوم ریاضی و به‏ویژه 
آمار و احتمالات انجام می‌شود. در یادگیری ماشین، می‌توان به پردازش داده‏های عددی و انواع متنوع آن پرداخت 
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و همچنین، در طرح‌های پژوهشی جدید می‌توان از آن استفاده کرد. اما با وجود ازدیاد روزافزون داده‌ها و پیچیدگی 
موضوع، استخراج دانش و کشف الگو ناممکن به نظر می‌رسد. از این‌رو، نیاز به استفاده از رایانه‏ها در استخراج 
الگوی میان داده‌ها انکارناپذیر است. یادگیری عمیق یک روش یادگیریِ ماشینیِ الگوریتمی چندلایه‏ است که از 
شبکۀ عصبی مغز انسان الهام گرفته شده ‏است. کلمۀ »عمیق« به تعداد لایه‏هایی گفته می‏شود که از طریق آن‏ها 
داده‏ها طی فرایند‏هایی تبدیل می‏شوند. با استفاده از یادگیری عمیق، می‏توان کارهایی که معمولاً انسان‏ها انجام 

می‏دهند را به ماشین‏ها یاد داد )12(.
امروزه الگوریتم‌ها و مدل‌های مختلف پژوهش‌های مبتنی بر شبکۀ عصبی، جای خود را در میان طبقه‌بندی 
تصاویر به‌خوبی باز کرده‌اند. هدف اصلی این الگوریتم‌ها این است که در شبکه‌های مصنوعی، ماشین به شکلی 
آموزش ببیند که در نهایت تشخیصی نزدیک مغز انسان داشته باشد. افزایش استفاده از مدل‌های یادگیری عمیق، 
مانند CNN ها، برتری آن‌ها را نسبت به شبکه‌های عصبی سنتی برجسته کرده است )13(. هدف اصلی مطالعه 
پیشنهاد روش‌های ترکیبی جدید مبتنی بر روش‌های بهینه‌سازی است )14(. همچنین از شبکۀ عصبی عمیق 
کانولوشنی به عنوان یکی از روش‌های نوین برای پیش‏بینی ناشی از وزن‏های به‌دست‌آمده، استفاده خواهد شد. 
برای بهینه‏سازی و به دست آوردن نقشه‏های نهایی از الگوریتم WOA و ABC استفاده می‌شود که به این‌ترتیب 
با ترکیب دو روش ورودی اولیه و دو الگوریتم بهینه‏سازی نهایی انجام خواهد شد که خروجی حاصل این عمل، ۴ 
نقشه خواهد بود و ضرایب هریک برای مشخص کردن بهترین نقشه، مورد محاسبه قرار خواهد گرفت. در این مقاله، 
بهره‌گیری از یادگیری عمیق در سنجش از راه دور را توسط سه استراتژی متفاوت ارزیابی و آنالیز می‌کنیم. در بسیاری 
، به علت هزینه‌های محاسباتی و نیاز به مقادیر با  از برنامه‌های کاربردی، مخصوصاً برنامه‌های سنجش از راه دور
، امکان طراحی و آموزش شبکه‌های عصبی کانالوشون جدید وجود ندارد. آزمایش‌های این  داده‌های برچسب‌دار
tunned-( تحقیق با بهره بردن از مجموعه داده سنجش از راه دور و همچنین شبکه‌های عصبی کانالوشن معروف
fine( صورت می‌گیرد. نتایج نشان می‌دهد شبکه‌های عصبی کانالوشن به‌خوبی تنظیم شده، دارای بهترین عملکرد 
گی‌های شبکه‌های عصبی کانالوشن به‌خوبی تنظیم شده با  در بین استراتژی‌ها هستند. در حقیقت استفاده از ویژ
گی هوای شبکه‌های عصبی کانالوشن  SVM Linear بهترین نتیجه را می‌دهد. در حقیقت، با استفادۀ هم‌زمان از ویژ
به‌خوبی تنظیم شده به همراه  ‌SVMهای خطی تنظیم شده، بهترین نتیجه به دست می‌آید. هدف اصلی این مقاله، 
ارزیابی استراتژی‌های مناسب برای بهره‌برداری بیشتر از توانایی‌های یادگیری عمیق جهت طبقه‌بندی صحنه هوای 

تصویری ماهواره‌ای و سنجش از راه دور است )11(.

بررسی پیشینۀ پژوهش
در مطالعه‏ای سه مدل آماری، یعنی نسبت فرکانس )FR(، شاخص آماری )SI( و وزن شواهد )WOE( را برای تهیۀ 
 )AUROC = 0.854( بالاترین SI نقشۀ پتانسیل چشمه آب زیرزمینی در ایران مقایسه شدند. نتایج نشان داد دقت
بود، در حالی ‏که دقت FR و WOE به‌ترتیب 0/837 و 0/763 بود )15(. در مطالعه‏ای جامع با هدف توسعۀ سه 
مدل جدید مبتنی بر GIS با ترکیب الگوریتم ژنتیک )GA(، بهینه‏سازی مبتنی بر جغرافیای زیستی )BBO( و تبرید 
 )GP( محققان به نقشه‏برداری پتانسیل آب زیرزمینی ،)SVR( با رگرسیون بردار پشتیبان )SA( شبیه‏سازی‌شده
در استان تفی‏الله اردن پرداختند. دوازده عامل توپوگرافی، هیدرولوژیکی و زمین‌شناسی در نظر گرفته شد. فرایند 
گی )FS( با ادغام مدل SVR با الگوریتم‏های GA، BBO و SA انجام شد. نتایج  نقشه‏برداری با و بدون انتخاب ویژ
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گی، مدل‏ها در داده‏های آزمایشی دقت بیشتری نسبت به داده‏های آموزشی  نشان داد نقشه‏برداری با انتخاب ویژ
دارند )16(. در مطالعۀ دیگری، یک رویکرد آماری جدید همراه با یک مدل مجموعه داده‏کاوی، از طریق اجرای تابع 
باور شواهد و الگوریتم‏های درخت رگرسیون تقویت‏شده )EBF-BRT( برای نقشه‏برداری پتانسیل آب زیرزمینی 
آبخوان لردگان در مرکز ایران معرفی شد. یافته‏های آزمون نشان داد مساحت زیرمنحنی‏های ROC برای مدل‏های 

EBF و EBF-BRT به‌ترتیب 75 و 82 درصد است )17(.
 )SRTM( و داده‌های مأموریت توپوگرافی رادار شاتل )IRS-LISS-III( در پژوهشی از داده‌های سنجش از دور
برای بررسی پتانسیل آب زیرزمینی در هند استفاده شد. روش عامل چندگانه )MIF( برای تخصیص وزن‏های نسبی 
به موارد مؤثر بر ذخیرۀ آب زیرزمینی استفاده شد. سپس یک تحلیل همپوشانی وزنی )WOA( عوامل را ادغام کرد 
و به یک نقشۀ جامع منجر شد که شش GWPZ متمایز را نشان می‏داد. یافته‏ها توزیع پتانسیل آب زیرزمینی را 
کشی بالاترین پتانسیل را نشان  در حوضه‏های مورد بررسی نشان می‏دهد که مناطقی در امتداد رودخانۀ مایورا
می‏دهند )18(. در تحقیقی ارزیابی نواحی بالقوۀ آب زیرزمینی در حوضۀ ایفنی، واقع در محدودۀ غربی آنتی اطلس 
کش، بر اساس یک رویکرد تحلیلی چند‌معیاره انجام شد که اثر مجموعه‏ای از عوامل ژئومورفولوژیکی مؤثر بر در  مرا
 )GIS( دسترس بودن آب زیرزمینی را ادغام کرد. این رویکرد شامل استفاده از سیستم‌های اطلاعات جغرافیایی
و مدل‌های فرایند تحلیل سلسله‌مراتبی )AHP( بود. یک نقشۀ پتانسیل آب زیرزمینی )GWPA( با مقایسه با 
داده‏های 134 نقطۀ آبی موجود با استفاده از منحنی مشخصۀ عملکرد گیرنده )ROC( تأیید شد. AUC این تحقیق 

80 درصد محاسبه شد که نشان‌دهندۀ دقت پیش‏بینی خوب روش AHP است )19(.

معرفی منطقۀ مطالعاتی

اقلیم آب‌وهوایی استان کرمانشاه
استان کرمانشاه با مساحت ۲۴۶۲۲ کیلومتر مربع، در میانۀ باختری کشور و در محدودۀ جغرافیایی ۳۶ دقیقه و 
۳۲ درجه تا ۱۵ دقیقه و ۳۵ درجۀ عرض شمالی و ۲۴ دقیقه و ۴۵ درجه تا ۳۰ دقیقه و ۴۸ درجۀ طول خاوری واقع 
است )ملکی، ۱۳۸۸(. این استان از شمال به استان کردستان، از جنوب به استان لرستان و ایلام، از شرق به استان 

 عراق محدود می‏شود.  همدان و از غرب به استان‏های دیاله و حلبچه در کشور
گرس  استان کرمانشاه در معرض جبهه‏های مرطوب مدیترانه‏ای قرار دارد، برخورد این جبهه‏ها با ارتفاعات زا
موجب ریزش برف و باران می‏شود. متوسط میزان بارندگی در مناطق مختلف استان بین 300 تا 800 میلی‌متر در 

نوسان است و به طور کلی متوسط میزان بارندگی در سطح استان را 400 تا 500 میلی‌متر می‌توان در نظر گرفت.
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شکل 1. موقعیت محدودۀ مطالعه‌شده

جدول 1. واحدهای سنگی و سازندهای زمین‏شناسی رخنمون‏یافته در منطقۀ مطالعاتی
UnitGeologyEraepoch
E1fSilty shale, sandstone, marl, sandy limestone, limestone and 

conglomerate
Early.EoceneCENOZOIC

EknTine-bedded argillaceous limestone and calcareous shale ( Kandavan 
Shale )

EoceneCENOZOIC

EMas-sbUndivided Asmari and Shahbazan FormationEocene-MioceneCENOZOIC
JbvBasaltic volcanicLate.JurassicMESOZOIC
JKlCrystalized limestone and calc- schistJurassic-CretaceousMESOZOIC
JphPhyllite, slate and meta-sandstone (Hamadan Phyllites)JurassicMESOZOIC

JUavtAndesitic volcanic TuffLate.JurassicMESOZOIC
JUdvRhyolitic to rhyodacitic volcanicsLate.JurassicMESOZOIC

Jugr-diUpper Jurassic granite to diorite intrusivesLate.JurassicMESOZOIC
KbgpUndivided Bangestan Group, mainly limestone and shale, Albian 

to Companian, comprising the following formations: Kazhdumi, 
Sarvak, Surgah and Ilam

CretaceousMESOZOIC

KEpd-guGrey and brown, medium - bedded to massive fossiliferous limestone 
( KAZHDUMI FM )

Late.CretaceousMESOZOIC

kkkkGrey, thick - bedded to massive o’olitic limestoneCretaceousMESOZOIC
KlsolGrey thick - bedded to massive orbitolina limestoneEarly.CretaceousMESOZOIC

KPeamDark olive - brown, low weathered siltstone and sandstone with 
local development of chert conglomerates and shelly limestone ( 

AMIRAN FM )

Cretaceous-
Paleocene

MESOZOIC-
CENOZOIC

KurRadiolarian chert and shaleLate.CretaceousMESOZOIC
MgsAnhydrite, salt, grey and red marl alternating with anhydrite, 

argillaceous limestone and limestone ( GACHSARAN FM )
MioceneCENOZOIC
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OMasCream to brown - weathering, feature - forming, well - jointed 
limestone with intercalations of shale ( ASMARI FM )

MioceneCENOZOIC

OMqlMassive to thick - bedded reefal limestoneOligocene-MioceneCENOZOIC
OMrbRed Beds composed of red conglomerate, sandstone, marl, 

gypsiferous marl and gypsum
Oligocene-MioceneCENOZOIC

PeEfFlysch turbidite, sandstone and calcareous mudstonePaleocene-EoceneCENOZOIC
PeEtzGrey and brown, medium - bedded to massive fossiliferous limestone 

( TALEHZANG FM )
Paleocene-EoceneCENOZOIC

PlbkAlternating hard of consolidated, massive, feature forming 
conglomerate and low -weathering cross -bedded sandstone ( 

BAKHTYARI FM )

PlioceneCENOZOIC

PlcPolymictic conglomerate and sandstonePlioceneCENOZOIC

ادامۀ جدول 1. واحدهای سنگی و سازندهای زمین‏شناسی رخنمون‏یافته در منطقۀ مطالعاتی
UnitGeologyEraepoch
Qft1High level piedmont fan and vally terrace depositsQuaternaryCENOZOIC
Qft2Low level piedment fan and vally terrace depositsQuaternaryCENOZOIC

TRJvmMeta - volcanics, phyllites, slate and meta- limestoneTriassic-JurassicMESOZOIC
TRkk-nzThin to meddium - bedded, dark grey dolomite; thin - bedded 

dolomite, greenish shale and thin - bedded argillaceous limestone 
(KHAMEH Kat and NEYRIZ FM.)

TriassicMESOZOIC

TRKublKuhe Bistoon limestoneTriassic-
Cretaceous

MESOZOIC

TRKurlPurple and red thin - bedded radiolarian chert with intercalations of 
neritic and pelagic limestone ( Kerman and Neyzar Radiolarites )

Triassic-
Cretaceous

MESOZOIC

KusshDark grey shale ( Sanandaj shale ) (Schist and phyllite )Late.CretaceousMESOZOIC

مواد و روش‏ها

داده‏های پژوهش
در مدل‏سازی مکانی آب‏های زیرزمینی، نشان دادن درجۀ همبستگی چشمه‏ها و عوامل مؤثر بر آن یک گام ضروری 
است و هر چه داده‏ها دقیق‏تر باشند، نتایج قابل‏ اعتمادتر هستند )9(. برای این‌منظور در مرحلۀ اول نقشۀ موقعیت 
محل چشمه‏ها و نقاط بدون چشمه باشد ترسیم شد که در آن محل چشمه‏های منطقۀ مورد مطالعه از سازمان 

مدیریت منابع آب ایران گردآوری شده است. 
در مرحلۀ دوم، بر اساس مطالعات قبلی و داده‏های موجود شامل داده‏های توپوگرافی و زمین‏شناسی و کاربری 
اراضی، ۱۳ متغیر از مهم‌ترین عوامل مؤثر بر پتانسیل‌یابی منابع آب زیرزمینی شامل ارتفاع، شیب، جهت شیب، 
کم زهکشی، شاخص رطوبت توپوگرافی  ک، سنگ‏شناسی، فاصله تا رودخانه، ترا انحنای پلان، کاربری/پوشش، خا
)TWI(، شاخص توان جریان )SPI(، بارندگی، و شاخص نرمال‌شده تفاوت پوشش گیاهی برای پتانسیل‏یابی 
چشمه‏های آب زیرزمینی تهیه شد )شکل‏ 3(. درخور یادآوری است در این مطالعه فقط چاه‏ها و چشمه‏های با دبی 
 ArcGis ۳۰ مترمکعب بر ثانیه و بالاتر مورد بررسی قرار گرفت و نقاط غیر چشمه/چاه نیز به صورت تصادفی با نرم‏افزار

در روی نقشه ایجاد شده است. مراحل انجام پژوهش در شکل 2 نشان داده شده است.
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در این مطالعه، ۷۰ درصد از مجموعه داده )شامل 210 نقطه چشمه با مقدار 1 و 210 نقطه غیر چشمه با مقدار 0( 
به صورت تصادفی انتخاب شدند و برای آموزش مدل‏ها استفاده شدند. 30 درصد باقی‏مانده )91 نقطه( نیز برای 

اعتبارسنجی مدل‏ها و نقشه‏های تولیدی در نظر گرفته شد‌ )2, 20(. 

شکل 2. مراحل انجام پتانسیل یابی منابع آب زیرزمینی در منطقۀ مطالعاتی
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شکل 3. عوامل تأثیرگذار بر آب زیرزمینی
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ادامۀ شکل 3. عوامل تأثیرگذار بر آب زیرزمینی
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روش‏های محاسبۀ وزن معیارهای ورودی

)SWARA( مدل تحلیل نسبت ارزیابی گام‏به‏گام اوزان
SWARA یکی از روش‏هایی است که برای تعیین وزن معیارها و زیرمعیارها در مسائل چند پارامتری استفاده می‏شود 
که نقش مهمی در فرایند تصمیم‏گیری دارد. به گفتۀ Keršulieneet و همکاران )2010( که این فرایند را توسعه داد، 
گی اصلی این روش توانایی آن در ارزیابی نظرات خبرگان در مورد اهمیت نسبی معیارها در فرایند وزن‌دهی است.  ویژ

از این‌رو برای حل مسائل چندمعیاره بسیار مفید است. این روش شامل مراحل زیر است:
در مرحلۀ اول، خبرگان معیارهای مسئلۀ هدف را بر اساس اهمیت آن‌ها رتبه‌بندی می‏کنند.

در مرحلۀ بعد  تخمین زده می‏شود. مقدار  نشان‌دهندۀ اهمیت نسبی هر معیار در مقایسه با معیار قبلی است. برای 
محاسبۀ  داریم )رابطۀ 1(:

)1(

که در آن  و  به‌ترتیب تعداد خبرگان و رتبه‏های پیشنهادی برای هر معیار را نشان می‏دهد. علاوه بر این،  تعداد هر معیار 
است.

مرحلۀ بعدی محاسبۀ  )وزن اولیه( با استفاده از معادلۀ 2 است:

)2(

برای محاسبۀ  داریم )رابطۀ 3(:

)3(

آخرین مرحلۀ محاسبه وزن نسبی برای هر معیار است که با استفاده از رابطۀ 4 محاسبه می‏شود:

)4(

که در آن  و  به‌ترتیب تعداد هر معیار و تعداد کل معیارها را نشان می‏دهد. علاوه بر این،  مقدار نرمال‌شدۀ وزن استاندارد  
است.

)CNN( شبکۀ عصبی کانولوشنی
معماری شبکۀ کانولوشنی، مشابه الگوی اتصال نورون‏ها در مغز انسان است و از قشر دیداری الهام گرفته شده است. 
نورون‏ها تنها در یک ناحیۀ محدود از میدان دید به محرک‏ها پاسخ می‏دهند که به آن، میدان پذیرش1 گفته می‏شود. 

مجموعه‏ای از این میدان‏ها، با هم همپوشانی دارند تا کل ناحیۀ بینایی را پوشش دهند )21(.
یك شبكۀ نمونه معمولاً از لایۀ ورودی، لایۀ میانی )مخفی( و لایۀ خروجی تشكیل شده است. آخرین لایه یا لایۀ 
خروجی شامل مقادیر پیش‏بینی‌شده به وسیلۀ شبكه است، بنابراین خروجی مدل را معرفی می‏كند. لایه‏های میانی یا 

مخفی كه از گره‏های پردازشگر تشكیل شده‏اند، محل پردازش داده‏ها هستند )21, 22(.

1.  Receptive Field
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شمار لایه‏های مخفی و شمار گره‏ها در هر لایۀ مخفی به طور معمول به وسیلۀ روش آزمون و خطا مشخص می‏شود. 
گره‏های هر لایه با لایه‏های مجاور در یك شبكه به طور كامل در ارتباط هستند. ورودی‌های هر گره ممكن است از 
متغیرهای ورودی یا از خروجی گره‏های دیگر حاصل شود. هر گره دارای یك تابع عملگر است كه به آن تابع تبدیل‏گر 

گفته می‏شود )22(.
ورودی‌ها به شكل بردار  هستند و هر ورودی توسط یك وزن به گره مربوط می‏شود. در نهایت، گروهی از وزن‌ها به شكل 

بردار وزنی  به گره موردنظر مرتبط می‌شوند.خروجی گره كه  نامیده می‏شود، طبق رابطۀ 5 محاسبه می‏شود.

)5(

در این رابطه x داده‏های ورودی،w بردار وزن و b مقدار آستانه یا بایاس هستند. درون هر گره، پردازشگر تابع تبدیل‏گر، 
تولید‌كنندۀ خروجی‏های آن گره به شمار می‌رود. از مهم‌ترین و پركاربردترین توابع تبدیل‌گر، تابع سیگموئید است 

كه به صورت رابطۀ 6 بیان می‌شود )23(.

)6(

تعداد ورودی و لایۀ مخفی شبكه متغیر است و فقط به افق پیش‏بینی بستگی دارد. تعداد گره‏ها در لایۀ مخفی در 
راستای كمینه كردن خطا و بیشینه كردن دقت مدل بهینه‏سازی می‌شوند. با توجه به آنكه وارد كردن داده‏ها به 
صورت خام باعث كاهش سرعت و دقت شبكه می‏شود، لذا در آموزش شبكه، نرمالیزه كردن داده‏ها قبل از اعمال شبكه 
بسیار مهم است. برای پیشگیری از چنین شرایطی و همچنین به لحاظ یكسان كردن ارزش داده‏ها برای شبكه، عمل 

نرمال‏سازی داده‏ها مطابق رابطۀ 7 انجام می‌شود )23(. 

)7(

الگوریتم‏های بهینه‏سازی مدل کانولوشن

)WOA( الگوریتم بهینه‏سازی نهنگ
 الگوریتم‏های بهینه‏سازی الهام گرفته شده از طبیعت است که در زمینه‏های مختلف می‏توان  الگوریتم WOA یکی از
از آن استفاده کرد. در حقیقت، نهنگ‌های گوژپشت می‏توانند مکان شکار را شناسایی کرده و آن‌ها را محاصره کنند. 
از آنجا که مکان طراحی بهینه در فضای جست‌وجو از راه قیاس شناخته نمی‏شود، الگوریتم WOA فرض می‏کند 
، شکار هدف بوده و یا نزدیک به حالت مطلوب است. بعد از اینکه بهترین عامل  که بهترین راه‏حل نامزد حال حاضر
جست‌وجو شناسایی شد، عوامل دیگر جست‌وجو سعی می‏کنند تا مکان خود را نسبت به بهترین عامل، جست‌وجو 

و به‌روزرسانی کنند. این رفتار از طریق معادلۀ 8 بیان شده است )24(:

)8(
 

 که در آن t تکرار جاری را نشان می‌دهد، A و C بردارهای ضرایب،  بردار مکان بهترین راه حل به‌دست‌آمده در حال 
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حاضر و X بردار مکان است. درخور یادآوری است که در صورت وجود راه حل بهتر،  در هر تکرار باید به‌روز شود. بردار 
A و C به صورت رابطۀ 9 محاسبه می‌شود )24(:

)9(
 

کتشاف و استخراج( و r بردار تصادفی  که a به صورت خطی از مقدار ۲ تا ۰ و طی تکرار‌ها کاهش می‌یابد )در هر دو فاز ا
در فاصلۀ ۰ تا ۱ است.

الف( روش حملۀ حباب تور )فاز استخراج(
جهت مدل‌سازی ریاضی رفتار حباب تور نهنگ‌های گوژپشت، ۲ روش به صورت زیر طراحی شده است:

ب( مکانیزم محاصرۀ انقباضی
این رفتار از طریق افزایش مقدار a حاصل می‏شود. به یاد داشته باشید که محدودۀ نوسان A به وسیلۀ a کاهش 
، A مقداری تصادفی در فاصلۀ a تا a- است و a طی تکرارها، از مقدار ۲ تا ۰ کاهش می‌یابد. با  می‏یابد. به بیان دیگر
انتخاب مقادیر تصادفی A در فاصلۀ ۱ تا ۱-، می‌توان مکان جدید عامل جست‌وجو را در هرجا بین مکان اصلی عامل 

و مکان بهترین عامل کنونی، تعریف کرد.

ج( مکان در حال بروزرسانی مارپیچی
این روش ابتدا فاصلۀ بین نهنگ قرار گرفته در مختصات  و  طعمۀ موجود در  و  را محاسبه می‌کند. معادله‏ای 
مارپیچی بین موقعیت نهنگ و طعمه ایجاد می‏شود تا حرکت حلزونی شکل نهنگ گوژپشت را تقلید کند )رابطۀ 10( 

:)24(

  )10(

مسیر  در  هم‌زمان  و  انقباضی  دایرۀ  یک  امتداد  در  طعمه  حول  گوژپشت،  نهنگ  که  است  یادآوری  درخور 
مارپیچی‌شکل به شنا درمی‏آید. برای مدل‌سازی این رفتار از مدل ریاضی زیر استفاده می‏شود )رابطۀ 11(:

)11(
 

که در آن P عددی تصادفی بین ۰ تا ۱ است. علاوه بر روش حباب تور، نهنگ‏های گوژپشت به صورت تصادفی به دنبال 
طعمه می‌گردند )24(.

)ABC( الگوریتم کلونی زنبور عسل
در یک کلونی زنبور عسل واقعی‏، وظایفی وجود دارد که توسط افراد متخصص انجام می‏شود. این زنبورهای 
کثر  متخصص تلاش می‏کنند تا میزان شهد ذخیره‌شده در کندو را با انجام تقسیم کار و خودسازماندهی مؤثر حدا
کنند. مدل کمینۀ انتخاب جست‌وجوی غذا توسط گروه‏های هوشمند زنبور در یک کلونی زنبور عسل، که الگوریتم 

، و زنبورهای پیشاهنگ )25(. ، زنبورهای ناظر ABC اتخاذ کرده است، شامل سه نوع زنبور است: زنبورهای کارگر



کوهیدرولوژی، دورۀ یازدهم، شمارۀ اول، 1403 161ا

 ) زنبورهای کارگر مسئول بهره‌برداری از منابع شهدی و اطلاعات دادن به سایر زنبورهای منتظر )زنبورهای ناظر
در کندو دربارۀ کیفیت مکان مواد غذایی که در حال استخراج آن هستند‏. زنبورهای ناظر با اطلاعاتی که زنبورهای 
ک گذاشته‏اند دربارۀ یک منبع غذایی برای بهره‌برداری تصمیم‏گیری می‏کنند. پیشاهنگ‏ها به صورت  کارگر به اشترا
تصادفی محیط را برای یافتن یک منبع غذایی جدید براساس یک انگیزش درونی یا مدارک امکانی خارجی یا تصادفی 

جست‌وجو می‏کنند. مراحل اصلی الگوریتم ABC که این رفتار را شبیه‏سازی می‏کند در ادامه آورده می‏شود )25(:
1. مقداردهی اولیه به موقعیت‌های منابع غذایی

2. هر زنبور کارگر یک منبع غذایی جدید در مکان منبع غذایی خود تولید می‌کند و منبع بهتر را استخراج می‏کند. 
3. هر زنبور دیده‌ور یک منبع را وابسته به کیفیت راه حلش انتخاب می‌کند و یک منبع غذایی جدید رادر مکان منبع 

غذایی انتخاب‌شده تولید می‌کند و منبع بهتر را استخراج می‌کند.
4. تعیین منبعی که باید متروک شود و تخصیص زنبورهای کارگر آن به عنوان دیده‌ور برای جست‌وجوی منابع 

غذایی جدید
5. به خاطر سپردن بهترین منبع غذایی پیدا شده تا کنون.

6. تکرار مرحله‌های ۲ – ۵ تا زمانی که معیار توقف مقتضی شود.
در مرحلۀ اول الگوریتم،  راه حل‏ها به صورت تصادفی تولید می‏شوند که در آن  تعداد منابع غذایی است‏. در مرحلۀ 
دوم الگوریتم‏، برای هر زنبور کارگر‏، که تعداد کل آن‌ها برابر با نصف تعداد منابع غذایی است‏، یک منبع جدید به 

وسیلۀ رابطۀ 12 تولید می‌شود:

)12(
  

 یک عدد تصادفی بطور یکنواخت توزیع‌شده در بازه ]-۱,۱[ است که تولید موقعیت منابع غذایی همسایه را در اطراف  
کنترل می‌کند، K شاخص راه حل است که به صورت تصادفی از کلونی انتخاب شده است )25(.

  و D ابعاد مسئله است. بعد از تولید  این راه حل جدید با  مقایسه می‏شود و زنبور کارگر منبع بهتر را استخراج می‏کند‏. 
در مرحلۀ سوم الگوریتم‏، یک زنبور ناظر یک منبع غذایی را با احتمال رابطۀ 13 انتخاب می‏کند و منبع جدیدی را 
، منبع بهتر برای  در مکان منبع غذایی انتخاب‌شده توسط رابطه تولید می‏کند و به همان شکل روش زنبور کارگر

استخراج شدن مورد تصمیم‏گیری قرار می‏گیرد )25(.

)13(
 

Fiti میزان شایستگی راه حل  است.

بعد از آنکه تمام زنبورهای ناظر در منابع توزیع شدند، منابع مورد بررسی قرار می‏گیرند که آیا باید ترک شوند یا خیر‏. 
گر تعداد چرخه‏هایی که یک منبع نمی‏تواند بهبود یابد، بزرگ‌تر از محدودۀ از‌قبل‌تعیین‌شده باشد آن منبع به  ا
عنوان منبع تمام‌شده در نظر گرفته می‏شود‏. زنبور کارگر مربوط به منبع تمام‌شدۀ یک زنبور دیده‌ور شده و یک 

جست‌وجوی تصادفی را از طریق رابطۀ 14 در قلمروی مسئله به وجود می‏آورد )25(.

)14(
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نتایج

SWARAبررسی ارتباط فضایی بین چشمه‏ها و عوامل تعیین‏کننده با استفاده از روش ‏
مدل‏سازی پتانسیل آب زیرزمینی بدون مشخص کردن رابطۀ احتمالی بین کلاس‏های هر پارامتر و چشمه‏ها 
، در این مطالعه روش تصمیم‏گیری چندمعیاره، SWARA و CNN استفاده  امکان‏پذیر نیست. به همین منظور
شد، سپس شبکۀ عصبی با الگوریتم‌های WOA و ABC در پایتون نسخۀ 3.12 نوشته و بهینه‌سازی شدند. هر چه 

مقادیر SWARA بزرگ‌تر باشند، احتمال حضور چشمه‏ها بیشتر است )جدول‏های 2 و 3(. 
در خصوص عامل ارتفاع، کلاس‏ سوم بیشترین همبستگی را از خود نشان داد )به‌ترتیب 0/43 و 0/374 برای مدل‏ 
SWARA(. بررسی درجۀ شیب نشان داد کلاس0ـ 12/90 با مقادیر 0/312 و 0/48 به‌ترتیب بیشترین ظرفیت را دارد. 
این روند با افزایش شیب منطقه کاهش یافت. در خصوص جهت شیب، جهت‏ غربی با وزن‏ 0/456 بیشترین احتمال 
حضور چشمه را دارد. طبق جدول 3، بیشترین وزن‏ )0/455( برای منحنی پلان به کلاس flat تعلق دارد. نتایج کاربری 
اراضی نشان داد کلاس Rangeland بیشترین وزن‏ را داشته است )0/352(. بیشترین مقدار SWARA برای جنس 
ک در کلاس Rock Outcrob/Entisols )با مقدار 0/391( مشاهده شد. در خصوص لیتولوژی، نتایج نشان داد  خا
kkk با وزن‏ SWARA )0/380( بیشترین احتمال حضور چشمه‏های آب زیرزمینی را نسبت به واحدهای لیتولوژیکی 
دیگر دارد. با توجه به فاصله تا رودخانه، مشاهده می‏شود که کلاس 0ـ 1500 متر بیشترین همبستگی را دارد. در 
خصوص چگالی رواناب، نتایج به‌دست‌آمده از مدل‏های SWARA نشان داد مقادیر 0/09 کیلومتر بر کیلومتر مربع 
بیشترین احتمال حضور چشمه را دارند. بررسی رابطۀ بین حضور چشمه‏های آب زیرزمینی و TWI نشان داد برای 
 SWARAکلاس 0ـ 48/66 با وزن ‏ ،SPI مدل، مقادیر بیشتر از 1/8 و کمتر از 6/34 بیشترین ظرفیت را دارند. برای
0/284 تأثیر بیشتری داشت. نتایج بارش نشان داد محدودۀ 800–900 میلی‌متر بیشترین تأثیر بر حضور چشمه 

داشت. در ارتباط با عامل NDVI، کلاس 0/1ـ 0/15 بیشترین احتمال را با مقدار 0/373 برای SWARA داشت.

CNN-WOA و CNN-ABC پیاده‏سازی مدل‏های
همان‌طور که در بخش آماده‏سازی داده ذکر شده است، در مرحلۀ اول، 70 درصد از مجموعه داده شامل 210 نقطه 
با مقدار 1 )چشمه( و 210 نقطه با مقدار 0 )غیر چشمه( با عوامل تعیین‏کننده تطبیق داده شدند تا مجموعه داده 
آموزش ایجاد شود. این امری با لایه‏های به‌دست‌آمده از مدل SWARA انجام شد. همین فرایند با 30 درصد داده 
دیگر نیز برای تولید مجموعه داده اعتبارسنجی انجام شد. مدل‏های ترکیبی CNN-ABC و CNN-WOA سپس 
بر اساس وزن‏های به‌دست‌آمده از مراحل قبلی، برای هر یک از دسته‏های آموزش و آزمون، آموزش داده شدند؛ که 
نتیجۀ آن تولید دو مدل پتانسیل آب زیرزمینی با رویکردهای ترکیبی متفاوت در هریک از فازهای آموزش و آزمون 
بوده است. در ادامه، مجموعه دادۀ تولید‌شده )آموزش و آزمون( به ساختار برنامه وارد شد تا دقت پیش‏بینی هر 

یک از مدل‏ها مورد ارزیابی و تخمین قرار گیرد.
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کتور زمین‏شناسی جدول 2. مقادیر SWARA برای فا
Factors SWARA Factors SWARA Factors SWARA
kkkk 0.38 Qft1 0.001 PeEf 0
Qft2 0.24 Kbgp 0.001 Ekn 0

EMas-sb
0.175

Mgs 0 TRJvm 0

TRKubl 0.094 Plbk 0 Jugr-di 0
KEpd-gu 0.049 Jph 0 Jbv 0

Kussh 0.028 OMrb 0 JKl 0
PeEtz 0.016 JUavt 0 OMql 0

KPeam 0.008 Kur 0 E1f 0
Klsol 0.004 OMas 0 Plc 0

TRKurl 0.002 TRkk-nz 0 JUdv 0

کتورهای مؤثر ادامۀ جدول 2. مقادیر SWARA برای سایر فا
Factors SWARA Factors SWARA

slope Distance to river
0-12.9 0.312491 1,500 0.374

12.9-21.9 0.243452 3,000 0.276
21.9-30.9 0.185024 5,000 0.173
30.9-41.7 0.148019 8,000 0.093

41.7> 0.111014 17,152 0.084
Altitude (m) Drainage density

1385–1703 0.430051 0.05 - 0.09 0.306
1070–1385 0.259452 0 - 0.05 0.203
1703–2068 0.141519 0.09 - 0.26 0.177
114–1070 0.084489 0.26 - 0.43 0.157
2068-3368 0.084489 0.43 - 0.53 0.157

Aspect TWI
West 0.45602 1.8-6.34 0.49
East 0.25244 9.93 - 13 0.247

South 0.137195 13-23.5 0.139
North 0.082317 6.34 - 7.96 0.077
Flat 0.072028 7.96 - 9.93 0.047

Plan curvature Rainfall (mm)
Flat 0.455165 800–900 0.424

Concave 0.359359 500–600 0.26
Convex 0.185476 400–500 0.15

Land use 700–800
Rangeland 0.352489 600–700 0.058

Crops 0.256916 NDVI
Built Area 0.143609 0.1 - 0.15 0.373

Trees 0.095739 0.15 - 0.23 0.219
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Water 0.075623 0.23 - 0.32 0.147
Bare Ground 0.075623 0.32 - 0.42 0.13

0.42 - 0.51 0.13
Soil SPI

Rock Outcrops/Entisols 0.390981 0 - 48,664.14 0.284
Rock Outcrops/Inceptisols 0.238403 48,664.14001 - 227,099.33 0.268

Inceptisols/Vertisols 0.159895 227,099.3301 - 583,969.72 0.192
Inceptisols 0.109218 583,969.7201-1,330,153.27 0.128
Bad Lands 0.101503 1,330,153.271 - 10,402,553 0.128

جدول 3. عملکرد مدل‏ها برای مجموعه دادۀ آموزش‌
Training dataset Models

SWARA-CNN-WOA SWARA-CNN-ABC
True positive (TP) 78 116
True negative (TN) 224 158
False positive (FP) 24 52
False negative (FN) 15 15

Sensitivity 0.9 0.89
Specificity 0.83 0.75
Accuracy 0.85 0.8

RMSE 0.0052 0.00395
MAE 0.059707
Kappa 0.7201 0.7

AUROC 0.86 0.91

جدول 4. عملکرد مدل‏ها برای مجموعه دادۀ تست‌
Testing dataset Models

SWARA-CNN-WOA SWARA-CNN-ABC
True positive (TP) 17 54
True negative (TN) 10 5
False positive (FP) 13 30
False negative (FN) 107 58

Sensitivity 0.89166 0.91525
Specificity 0.63 0.65909
Accuracy 0.74 0.78

RMSE 0.005722 0.00566
MAE 0.061502
Kappa 0.6501 0.65

AUROC 0.87 0.88
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اعتبارسنجی مدل‏ها و مقایسۀ آن‏ها
در این مرحله، با استفاده از شاخص RMSE عملکرد مدل‏ها در مجموعه داده‏های آموزش و آزمون ارزیابی شد. 
شکل‌های ۴ و ۵ نتایج مدل‏های SWARA-CNN-ABC و SWARA-CNN-WOA، در مراحل آموزش و آزمون را 

نشان می‏دهند. 
نتایج نمونه‏های آموزش نشان داد مدل ترکیبی SWARA-CNN-ABC و SWARA-CNN-WOA به‌ترتیب 
مقادیر RMSE معادل 0/0039 و 0/0052 را دارند )جدول 3(. باید توجه داشت که محاسبۀ مقادیر RMSE برای 
داده‏های آزمون مهم‏تر است، زیرا قدرت پیش‏بینی مدل‏ها را مشخص می‏کند و با مقایسۀ آن‌ها می‏توان مدل بهینه‏تر 
را انتخاب کرد )26(. طبق جدول ۹، مدل‏های ترکیبی، SWARA-CNN-ABC و SWARA-CNN-WOA، دارای 

مقادیر RMSE برای داده‏های آزمون به‌ترتیب، 0/0056 و 0/0057 هستند )جدول 4(. 
مدل‏ SWARA-CNN-ABC، SWARA-CNN-WOA به‌ترتیب در رتبۀ اول و دوم قرار گرفته‏اند.

 

شکل 4. اثر‌بخشی مدل SWARA-CNN-ABC با استفاده از مجموعه داده‏های آموزش و آزمون: )بالا( مقادیر RMSE و MAE در مرحلۀ آموزش )نمودار خطا 
و نمودار توزیع خطا(؛ )پایین( مقادیر RMSE و MAE در مرحلۀ آزمون )نمودار خطا و نمودار توزیع خطا(
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شکل 5. اثر‌بخشی مدل SWARA-CNN-WOA با استفاده از مجموعه داده‏های آموزش و آزمون: )بالا( مقادیر RMSE و MAE در مرحلۀ آموزش )نمودار خطا 
و نمودار توزیع خطا(؛ )پایین( مقادیر RMSE و MAE در مرحله آزمون )نمودار خطا و نمودار توزیع خطا(
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مدل‌سازی پتانسیل آب زیرزمینی
در مرحلۀ بعد، مقادیر پیش‏بینی‏شده با استفاده از Python به پلتفرم ArcMap وارد شدند تا نقشه‏های پتانسیل آب 
زیرزمینی تولید شود )شکل ۶(. روش‏های مختلف برای دسته‏بندی نقشه‏های احتمالی در مطالعات مختلف استفاده 
شده‏اند، در این مطالعه از روش کوانتایل )به دلیل تخمین مقدار میانگین متغیر پاسخ بر اساس مقدار متغیر( با پنج 

کلاس از بسیار پایین تا بسیار بالا انتخاب شد )27( )جدول 5(. 

جدول 5. درصد کلاس‏های پتانسیل چشمه‏های آب زیرزمینی برای مدل‏های مختلف
Models Percentage area

Very low Low Moderate High Very high
SWARA-CNN-ABC

10.54
20.04 25.58 27.86 15.97

SWARA-CNN-WOA 14.32 22.11 26.13 25.21 12.23

نتایج نشان داد برای بهترین مدل یعنی SWARA-CNN-WOA، درصد توزیع کلاس‏های بسیار پایین، پایین، 
متوسط، بالا و بسیار بالا به‌ترتیب 14/32، 22/11، 26/13، 25/21 و 12/23 درصد بود. نتایج همچنین نشان داد 
 SWARA-CNN-ABC بیشترین درصد کلاس‏های بالا و بسیار بالا با مقادیر 27/86 و 15/97 درصد مربوط به مدل‏

است. 
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شکل 6. مدل‏های پتانسیل چشمه‏های آب زیرزمینی تولید‌شده به روش‏ شبکۀ عصبی کانولوشن بهینه‌شده توسط الگوریتم نهنگ )بالا( و کولونی زنبور عسل 
)پایین(

ارزیابی و مقایسۀ مدل‏های پتانسیل چشمه‏های آب زیرزمینی
برای ارزیابی نقشه‏های تولید‌شده، در مرحلۀ اول چگالی نقاط چشمه در هر کلاس از مدل‏های پتانسیل تولید‌شده 
محاسبه شد. طبق جدول 6، چگالی چشمه‏‌ها یک روند افزایشی را از کلاس خیلی کم تا بسیار زیاد برای تمامی مدل‏ها 
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را نشان می‏دهد. برای تمام مدل‏ها، کلاس »خیلی پایین« کمترین چگالی و کلاس »خیلی زیاد« بیشترین درصد 
 SWARA-CNN-ABC چگالی را داشت. کمترین چگالی )2/66 درصد( نیز مربوط به کلاس »خیلی پایین« مدل

است.
جدول 6. چگالی نقاط چشمه در هر کلاس از مدل‏های پتانسیل

Models Very low Low Moderate High Very high
SWARA-CNN-ABC 2.66 6.38 19.15 34.04 37.77
SWARA-CNN-WOA 4.26 9.57 20.74 28.19 37.23

شاخص‏های آماری
استفاده از پارامترهای اعتبارسنجی مختلف از جمله حساسیت، خصوصیت، دقت، کاپا و AUC-ROC برای ارزیابی 
دقیق‏تر نقشه‏ها و مقایسۀ آن‌ها با یکدیگر انجام شد )1(. در جدول 3 نتایج متدهای اعتبارسنجی برای مجموعه داده 
آموزش ارائه شده است. مدل SWARA-CNN-WOA )حساسیت = 0/9( و SWARA-CNN-ABC )حساسیت = 
SWARA-CNN- ،)0/89( را دارد. علاوه بر این، در مورد دسته‏بندی صحیح پیکسل‏های غیر چشمه )خصوصیت
WOA )0/83( بهترین عملکرد را داشت، به دنبال آن مدل SWARA-CNN-ABC با مقدار 0/75 قرار دارد. طبق 
جدول ۸، کمترین مقدار برای دو پارامتر مهم دقت و کاپا متعلق به مدل SWARA-CNN-ABC بوده است )دقت 

= 0/854، کاپا = 0/707(.
جدول 4 نتایج متدهای اعتبارسنجی برای مجموعه دادۀ آزمون را ارائه می‏دهد. مدل SWARA-CNN-ABC با 
بالاترین حساسیت )0.91( عملکرد بهتری در دسته‏بندی پیکسل‏های خوب نسبت به سایر مدل‏ها ارائه داد، به 
دنبال آن مدل سایر مدل‏ها با میزان حساسیت 0/89 قرار گرفتند. همچنین در مورد دسته‏بندی صحیح پیکسل‏های 
SWARA- ،بهترین عملکرد را داشت. طبق جدول ۹، مدل SWARA-CNN-ABC ،)غیر چشمه )خصوصیت

CNN-WOA کمترین دقت )0/74( و کاپا )0/87( را نسبت به دیگری داشت.

ROC تحلیل منحنی
شکل ۷ مقادیر مساحت زیرمنحنی برای مدل‏های هیبریدی برای مجموعه داده‏های آموزش و آزمون نشان 
می‏دهد. نرخ موفقیت نشان داد مدل‏ SWARA-CNN-ABC )0/91( و SWARA-CNN-WOA )0/86( به‌ترتیب 

در رتبه‏های اول و دوم قرار گرفته‏اند )شکل ۷(. 
خ پیش‏بینی نشان  علاوه بر آن )جدول 5 و شکل ۷(. جدول 7 جزئیات بیشتری را در مورد منحنی ROC برای نر

می‏دهد.
ROC جدول 7. جزئیات تحلیل نمودار

Test result variable(s) Area Std.error Asymptotic sig. Asymptotic 95%  
Lower
Upper
bound
bound

confidence interval

SWARA-CNN-ABC 0.881 0.0018 0 0.872 0.889
SWARA-CNN-WOA 0.87 0.0021 0 0.86 0.88
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ABC )راست( و WOA )برای مدل‏های پتانسیل تولید‌شده )چپ ROC شکل 7. نمودار

بحث

تأثیر کلاس‏های عوامل تعیین‏کننده بر مدل‏های پتانسیل چشمه‏های آب زیرزمینی 
در این مطالعه عوامل تعیین‏کننده ابتدا با استفاده از تحقیقات گذشته و داده‏های موجود مشخص شدند، سپس 
وزن هر کلاس با استفاده از مدل‏های SWARA تعیین شد. بر اساس نتایج، ارتفاعات پایین و متوسط بیشترین تأثیر 

را نشان دادند، زیرا آب به سمت زمین در ارتفاعات پایین به دلیل شیب هیدرولیک حرکت می‏کند. 
هر چه شیب کمتر باشد، زمان بیشتری برای نفوذ آب وجود دارد. در این مطالعه، کمترین درجۀ شیب )0ـ 12/9( 
بیشترین ظرفیت را نشان داد. همچنین، در ارتباط با جهات شیب، کلاس‏های »مسطح« و »غرب« بیشترین 
احتمالات را داشتند. این مطالعه همچنین نشان داد کلاس »مسطح« از عامل منحنی طراحی و کلاس »مرتع« از 
عامل کاربری اراضی بیشترین ظرفیت آب زیرزمینی را داشتند. همانند آنچه در نتایج پژوهش Razavi Termeh و 
 »RockOutcrob/Entisols« ک همکاران )2019( ارائه شده است ]11[، این پژوهش نیز به این نتیجه رسید که کلاس خا

بیشترین تأثیر را بر پتانسیل آب زیرزمینی دارد. 
واحدهای لیتولوژی مختلف بستگی به ساختار زمین‏شناسی منطقۀ مطالعه‌شده، تأثیرات مختلفی در نفوذ آب 
دارند. در این مطالعه، kkkk و یا همان Grey, thick - bedded to massive o’olitic limestone بیشترین همبستگی 
با ظرفیت آب زیرزمینی را نشان داد. فاصله تا رودخانه‏ها در مناطق نیمه‌خشک به عنوان یک منبع مهم برای شارژ 
آب زیرزمینی تأثیر می‏گذارد. نتایج نشان داد ظرفیت آب زیرزمینی با افزایش فاصله از رودخانه نیز کاهش می‏یابد. در 
مورد چگالی زهکشی نیز مشاهده شد که چگالی به طور مستقیم با احتمال وقوع آب زیرزمینی مرتبط است. احتمال 
 SPI افزایش می‏یابد. در این مطالعه نیز نشان داده شد که بیشترین احتمال شاخص SPI وقوع چشمه نیز با افزایش

مربوط به کلاس 0-48664 بوده است. 
باران یک پارامتر است که به طور قابل‏ توجهی بر شارژ آب زیرزمینی تأثیر می‏گذارد. هر چه باران بیشتر باشد، ظرفیت 
آب زیرزمینی نیز بیشتر است ]28[. نتایج این پژوهش نشان داد محدودۀ باران 800–900 میلی‏متر بیشترین تأثیر 
را داشته است. در مورد NDVI، نتایج این مطالعه نشان داد رابطۀ مستقیمی بین چگالی گیاهان و ظرفیت آب 
زیرزمینی وجود دارد. نقشه‏های تولید‌شده همچنین نشان داد برای هر چهار مدل هیبرید، مناطق شمال ‏غربی 
تا جنوب ‏شرقی و تا حدودی مرکز به سمت شمال‏ شرق، بیشترین و مناطق شمال ‏شرقی و جنوب ‏غربی کمترین 

ظرفیت آب زیرزمینی را دار‌ند.
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مزایا و معایب مدل‏ها و ارزیابی عملکرد آن‏ها
با در نظر گرفتن تقسیم‏بندی پتانسیل آب زیرزمینی، محققان در مناطق مختلف از تکنیک‏های مختلف استفاده 
کرده‏اند و اغلب به این نتیجه رسیده‏اند که علاوه بر دقت داده‏ها، نوع مدل مورد استفاده برای دقت پیش‏بینی 
بسیار مؤثر است ]28[ )لی و همکاران، 2017؛ آرورا و همکاران، 2019(. علاوه بر این، در سال‏های اخیر با توسعۀ 
روش‏های داده‏کاوی در حوزه‏های مختلف مدل‏سازی فضایی، محققان اعلام کرده‏اند که استفاده از یادگیری 
ماشین و مدل‏های ترکیبی نتایج بهتری نسبت به سایر روش‏ها می‏تواند فراهم کند ]11[. نتایج این مطالعات نشان 
داده‌اند ‌استفاده از مدل‏های مختلف برای یک مجموعه داده می‏تواند نتایج متفاوتی را ایجاد کند. با این‌حال 
باید توجه داشت که هیچ مدل یا الگوریتمی وجود ندارد که بتواند مسائل پیچیده مانند پتانسیل آب زیرزمینی را 
کثری پیش‏بینی کند. در این مطالعه، یک مدل ترکیبی جدید برای تولید نقشۀ پتانسیل آب زیرزمینی  با دقت حدا
استفاده شد. در مرحلۀ اول، روش تصمیم‏گیری چندمعیاره، SWARA، برای تولید داده‏های ورودی استفاده شد. 
در مرحلۀ بعدی، روش CNN با دو الگوریتم ABC و WOA ترکیب شد تا دو مدل قدرتمند داده‏کاوی ایجاد کند. سپس 
گانه تجزیه‌و‌تحلیل شد. بر اساس  نقشه‏های تولیدشده در مرحلۀ نهایی ارزیابی شدند و هر مرحله به صورت جدا
جدول ۶ و آنچه در بخش نتایج ذکر شد، مدل SWARA هم‏تناسبی یکسانی را بین کلاس هر عامل و چشمه‏ها نشان 

، مقادیر خروجی نرمال بودند و بین 0 تا 1 قرار داشتند.  داد. به بیان دیگر
الگوریتم‏های یادگیری ماشین نظارت‏شده در حل مسائل غیرخطی عملکرد خوبی داشته‏اند. با این‌حال، همواره 
چالش بیش‏برازش در به‌کارگیری این روش‏ها وجود داشته است. گرچه روش یادگیری عمیق CNN در مطالعات 
مختلف نتایج موفقی ارائه داده است، اما بیش‏برازش می‏تواند عملکرد پیش‏بینی مدل را ضعیف کند. برای کاهش 
یا جلوگیری از این مشکل، بسیاری از محققان از الگوریتم‏های متا‌هیوریستیک برای بهینه‏سازی پارامترها استفاده 
گی‏های پیچیده از داده‏ها است. این روش با توانایی  کرده‏اند ]29[. یکی از مزایای این روش، قابلیت استخراج ویژ
آموزش از پیش‏فرض‏های تصویری، می‏تواند الگوهای ناشناخته و مهم در پتانسیل یابی آب زیرزمینی را شناسایی 
کند. الگوریتم‏های متاهیورستیکی از اطلاعات به‌دست‌آمده از محیط برای بهبود فرایند یادگیری استفاده می‏کنند و 
باعث افزایش کارایی و سرعت آن می‏شوند ]30[ ترکیب این الگوریتم‏ها با روش یادگیری CNN می‏تواند به طور مؤثر در 
مدیریت منابع آب زیرزمینی، تشخیص ناپیوستگی‏ها و پیش‏بینی میزان استفاده از این منابع در زمینه‏های مختلف 
از جمله کشاورزی و صنعتی مورد استفاده قرار گیرد، که این امر به بهبود کارایی و اقتصادی بخش‏های مختلف 
اجتماع کمک خواهد کرد. همان‌طور که پیش‏تر اشاره شد، تفاوت این مطالعه با سایر مطالعات در مدل‏سازی 
پتانسیل آب زیرزمینی در استفاده از الگوریتم‏های متاهیوریستیکی WOA و ABC و ترکیب آن با مدل جدید و 
قدرتمند CNN بوده است. براساس خروجی‏ها، هنگام استفاده از مدل SWARA برای تولید مجموعه دادۀ ورودی، 
CNN-ABC عملکرد پیش‏بینی بهتری نسبت به CNN-WOA نشان داد )جدول 5(. در این تحقیق، به این نتیجه 

رسیدیم که حتی برای یک مجموعه داده، دو مدل هیبرید مختلف می‏توانند دقت متفاوتی داشته باشند. 
به طور کلی، نتایج نشان داد با وجود عملکرد برجسته هر دو مدل، مدل SWARA-CNN-ABC کمی دقت 
بیشتری نسبت به مدل دیگر دارد. بر اساس آنچه گفته شد، بهترین راه برای بهبود دقت نتایج در مسائل مدل‏سازی 
فضایی، استفاده از الگوریتم‏های جدید و مقایسۀ آن‏ها با دیگر الگوریتم‏هاست. همچنین، به‌کارگیری مدل‏های 
ترکیبی که در این مطالعه استفاده شدند، برای مناطق دیگر تحت شرایط مختلف نیز توصیه می‏شوند. همچنین 
پیشنهاد می‏شود که در تحقیقات آتی، علاوه بر الگوریتم‏های جدید، نتایج روش‏های مختلف برای آموزش مدل‏های 
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ترکیبی استفاده شود.

نتیجه‏گیری
کتشافی منابع آب زیرزمینی زمان‌بر و پر‌هزینه هستند، در نتیجه تهیۀ نقشۀ پتانسیل آب زیرزمینی با  آزمایش‌های ا
استفاده از روش‌های نوین یادگیری ماشینی با هدف مدیریت، حفاظت و بهره‌وری صحیح از منابع آب با توجه به 
نیاز آبی و غذایی کشور امری حیاتی است. با توجه به اهمیت روزافزون منابع آب زیرزمینی، استفاده از نقشۀ پتانسیل 
منابع آب زیرزمینی به عنوان یک ابزار بسیار مفید برای مدیریت این منبع ارزشمند و محدود افزیش پیدا کرده 
است. چارچوب ارائه‌شده در این مطالعه ترکیبی از روش‏ها و الگوریتم‏های نوین برای زون‏بندی درجۀ پتانسیل آب 
، ارتباط بین سیزده پارامتر مستقل و پارامتر وابسته )موقعیت  زیرزمینی در استان کرمانشاه، ایران است. برای این امر
چشمه‏ها( با استفاده از مدل SWARA تعیین شد. نتایج سپس وارد نرم‏افزار Python شدند تا مدل‏های داده‏کاوی 
SWARA-CNN- را آموزش دهند. نتایج نشان‌دهندۀ این موضوع بود که مدل ترکیبی CNN-WOA و CNN-ABC

ABC دقت بهتری ارائه کرده و دارای عملکرد بهتری است. 
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